TSP

e Cotoje
e Reprezentace
o Adjacency
m City j na pozici i <==> existuje hrana z i do j
m Neintuitivni
m Nefunguiji klasické crossovery
m  Funguje se schématy
o Normalni
m  Nefunguji klasické crossovery, viz nasledujici seznam
m Prvni idea kazdého ¢lovéka
o Realna Cisla
e Crossover
o PMX
m https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators

[PMXCrossoverOperator.aspx

o CX

m https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators
[CycleCrossoverOperator.aspx

o ER
m https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators
E R binationC :
o OX

m https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators
[Order1CrossoverQOperator.aspx

e |Initialization
o Nearest neighbor
m Hledame k poslednimu méstu
o Edge insertion
m Jako nearest neighbor, ale pro vSechny mésta

e Mutation
o Nahodné prohodit dvé mésta
o 2-opt
o Inverze

m 123456789 ->127654389
o Prohodit dvé podcesty
m 123456789 -> 127856349

Michigan vs Pittsburgh (Evolutionary machine learning)

e Learning of rules = classifiers system
e Cilem je naucit se skupinu pravidel, ktera korektné klasifikuje data
e Dvé skoly genetickych algoritmd, aplikujeme je na evoluéni machine learning


https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators/PMXCrossoverOperator.aspx
https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators/PMXCrossoverOperator.aspx
https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators/CycleCrossoverOperator.aspx
https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators/CycleCrossoverOperator.aspx
https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators/EdgeRecombinationCrossoverOperator.aspx
https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators/EdgeRecombinationCrossoverOperator.aspx
https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators/Order1CrossoverOperator.aspx
https://www.rubicite.com/Tutorials/GeneticAlgorithms/CrossoverOperators/Order1CrossoverOperator.aspx

Jak ma byt pravidlovy systém reprezentovan
Learning délime na
o Classification
m Specialni pfipad supervised learning - mame odpovédi
o Reinforcement learning
m  Obvykle agent v néjakém prostfedi a okoli odesila néjaka data (sensory
na robotovy) a dava nam néjaké rewards (robot se dostal na néjaké misto
v prostfedi), ale tyto odmény nejsou okamzité (po aplikaci jednoho
pravidla)
Vyhoda genetickych algoritmu je, ze obvykle neni velky problém je zménit z klasifikace
na reinforcement learning (a naopak), obvykle je potfeba néjak zménit vyhodnocovani
fitness funkce
Machine learning
o Chceme ziskat né&jaka data a z nich vytvofit model
Rule = pravidlo
o Specialni podmnozina modelu
o UvaZujeme tvar IF o THEN o
Obé dva pristupy jsou pouzitelné na klasifikaci (Michigan a Pittsburgh)
Michigan je lepSi na reinforcement learning
Dneska se na klasifikace pouziva hlavé Pittsburgh
KlasifikaCni systémy postavené na pravidlech mohou mit horsi vysledky nez modely
postavené na neuronovych sitich, ty ale neni mozné tak dobfe rozumét, proc¢ tak funguiji
Dalsi problém napf. Deep learningu je, Ze potfebuje obrovské mnozstvi dat oproti
ostatnim (klasickym pravidlovym) zpusobim
Michigan
University of Michigan
John Holland zde pracoval
Zalozeno na jeho plvodni praci (Simple genetic algorithm)
Individual = 1 pravidlo
Mame populaci pravidel = kompletni klasifikacni systém
Jde pouzit v reinforcement learning i supervised learning
Supervised learning je leh&i (mame spravné hodnoty)
LCS (learning classifier system)
m 80’ Holland
m Pouze binarni fetézce a hvézditka (znamena 0, nebo 1)
m Priklad s idealnim partnerem
e Intelligent - 1
e Hair color - *
e Woman -1
e Likes music -1
m Kazdy jedinec ma jednu hodnotu z realnych €isel €asto zvanou strength
nebo weight - pouZiti jako fitness nebo vaha pravidla
m Casti: Environment, populace pravidel, mechanismus selekce akce,
mechanismus distribuce odmény, GA

O O O 0O 0O O O O



o Bucking brigate algorithm (patfi k LCS)

Pdvodni prace Hollanda
Chceme pouzit s reinforcement learning
Strength pravidla by méla mit komplexnéjsi zpusob definice
PFiklad s robotem:
e Robot provadi sekvenci akci iniciovanou pravidly
e Ri->Rj->Rk->R_lucky
R _lucky bude pravidlo po jehoz provedeni robot dostane
‘odménu” za to, Ze dosahl néjaké poZzadované akce
e Celou odménu dostane pravidlo R_lucky, ackoliv to neni fér,
protozZe cela sekvence akci pfedtim zpulsobila, Ze robot udélal co
udélal
e Bucking brigate algorithm redistribuje odménu do pfedchozich
pravidel
e Podminka pro aplikaci pravidla je, Ze se okousne trochu z jeho
strength za spusténi jeho akce, takto se akumuluji jakoby penizky
a kdyz dojde k odméné, tak ji redistribujujeme podle ukousnuté
strength
e | gave up some of my strength, but | will receive more in return
Malo pouzivané, je obtizné spravné zvolit pravé tu spravnou hodnotu
investice ze strength a spravnou hodnotu odménu kterou pak zaplatit
zpatky
Dobra myslenka, v praxi obtizné implementované, dnes opustény koncept
Jsou tam messages a rules
GA operuje nad rules
Komplikované i implementovat

o ZCS (Zero classifier system)

Nova generace lidi v 90’ (Wilson)
Zjednodu$eni (2adné messages a bucket brigade)
Nejprve uspésné
Bez bucking brigate, ale historii si néjak pamatovat budeme
Priklad
e Jsem neaplikovatelné pravidlo -> nic se nestane
e Jsem aplikovatelny -> ale vim, Ze nejsem spravny, nedostanu se
aplivaci tohoto pravidla do poZzadovaného stavu, tak snizime
strength (WUT jak to poznam)
Kazdé pravidlo musi dat néjaky strength (malé mnozstvi)
Zvysime strength pravidel, které spravné odpovédéli, ale pouze
téch v predchozim kroku (pouziji naakumulované penizky)
Néjak jestli jsem pochopil, tak nefeSime komplexni historii, ale pouze
jeden dva stavy dozadu
COVER operator (tohle je dllezita soucast ZCS)
e Je téZzky mit pofad pravidla, ktera jsou aplikovatelna na kazdou
situaci



e Resi praveé tuto situaci, nemam pravidlo na aplikovani v dané
situaci
e Aplikaci COVER operatoru vytvofime nové pravidlo (podle vstupu,
na které nebylo aplikovatelné zadné pravidlo)
e Pfidame toto nové pravidlo do populace
m Charakterizace
e Mnohem jednodussi mechanismus, ktery si pamatuje pouze
nékolik pfedchozich kroki
e Odménuje aktualni a nékolik poslednich
e COVER operator
o XCS (Extended classifier systems)
VylepSena verze ZCS (také od Wilsona)
State-of-the-art pro learning klasifikatory
Spousta rliznych popravenych variant se dnes pouziva
ZCS fungovali stale dobre, ale méli nékolik nevyhod
e Odmény funguji dobfe pro pfedchozi krok, ale ne uplné dobfe v
dlouhodobém méfitku
e V/yhravajici pravidla jsou obvykle ta, co jsou vice obecné
aplikovatelna v riznych situacich (oproti specializovanych
pravidlim, ackoliv ty mohou byt stejné dulezité)
m Predchozi systémy byly v8echny strength based
e Kdyz bylo vic pravidel na vybér, vybiralo se podle strength
m Strength is good for reward and vybér akce ale vyvoj evoluce by mél byt
zamérfeny na nejspolehlivéjsi pravidla, které davaji pfesnéjsi predikce
m Nova pravidla z uspesnych pravidel
m Pouziva GA na Action set (kandidati na uspesna pravidla)
e Pittsburgh
Specializované na klasifikaci
Prvni generaci studentt Johna Hollanda
Tohle je Silené
Individual = mnozina pravidel = klasifikaéni systém
Definujeme, Ze tfeba potfebujeme 5 pravidel na ovladani robota, budeme tedy
mit takového individuala a vylepSovat ho v ramci néjaké populace, kde vSichni
individualové maji 5 pravidel.

o O O O O

m Jak provést crossover na vSechny pravidla? (mezi jedinci, nebo uvnitf
jedince - je to stale crossover?)

m Mutace i crossover na vice urovnich
o GIL
Jednoduché a prakticky pouZzitelné
Specializované na binarni klasifikaci (prvek spada do kategorie 0, nebo 1)
Pravidla maji implicitni klasifikaCni skupinu
Typy pravidel

e Complex



Uvod

o Konjunkce selektort
o S1&S2&S3
o Jedno pravidlo
e Selector
o Disjunkce proménné je disjunkce hodnot z domény
o (C=R)or(C=B)
Variable
e Domain (diskrétni)
e Values (z této domény)
Priklad: color (R, G, B)
e Domain (0, nebo 1)
Individual je mnozina complexu
Jednoduse reprezentovatelné bitmapou — jdou aplikovat standardni
genetické operatory
Existuji operatory na urovni complext i selektoru a je jich spousta
Jednoducha mutace na selektoru (pfehodim bit)
Reduction
e Specializovana mutace na selektoru zménim 1 — 0
e Délame selektor mensi

Extension
e Opak reduction
e 01

e Dulezita inspirace biologii
o Darwinova teorie pfirozeného vybéru (Darwinova evoluéni teorie)

Polovina 19. Stol.

Opravdova komplexni teorie jak evoluce funguije, reprodukce je kli¢ Zivota
Lépe adaptovani jedinci maji vétsi Sanci se reprodukovat (a tak se v
populaci vice rozsifit své geny)

Zalozené na pozorovani, Darwin procestoval svét na lodi

Zil ve spousté prostredi

Nemél zadny ddkaz (fyzikalni, biologicky) pro jeho teorii

o Mendelova genetika

Pravidla genetiky (zaloZena na logice a statistickych experimentech)

V podobné dobé co Darwin

NepovSimnuté polovinu stoleti

Na zacatku 20. stol znovu objeveno britskymi biology

Existuje néjaka zakladni jednotka dédi¢nosti — dnes ji fikame gen

Gen je diskrétni véc — mame ho, nebo ne

Mendel ale nevédél, jak je gen reprezentovan v pfirodé

Mame 2 pary genu, ktery vytvofi relevantni informaci o naSem fenotypu
Pioneer zakladu genetiky



m Nyni ale vime, Ze to je vice komplikované, genotyp a fenotyp neni 1:1
mapovani
o DNA
m Cekali jsme dalich 100 let
Zaklad jak reprezentovat geneticky kéd v biologickych organismem
Double helix (dvojita Sroubovice)
Vzdy trojice nukleotypt
e 3 pismena, ktera koduji jeden z 23 aminokyselin (zakladni
stavebni struktura vSeho v Zivych organismech)
m Dnes v molekularni genetice rozumime, Zze DNA pfes kodon obsahuje
informace, potom existuje proces transkripce do RNA (bijektivni funkce)
m  RNA je pak detailni navrh pro vyrobu protein(
m Takhle mame mapovani z genotypu na fenotyp (DNA — RNA — Protein)
m  Neexistuje cesta zpét fenotyp nemuize ovlivnit genotyp
Existuji dalSi teorie jako napf. Lamarkismus, ktery tvrdi, ze ziskané vlastnosti je mozné
dédit, dnes vime, Ze toto neni pravda, ale pro evolu¢ni algoritmy se to muze hodit.
Altruism vs Darwinism
o Mnoho kooperace existuje i v pfirodé (mimo lidi)
o Jak se mohlo altruistické chovani vyvinout, kdyz darwinismus snizZuje fithess
altruistickych individui
o Timto se zabyva social biology
EA je meta algoritmus
o No free lunch theorem (neexistuje jeden nejlepsi algoritmus)
o Vyplati se vytvaret specifické varianty EA pro rlizné ucely

Exploration (prizkum) vs exploitation (vykofistovani)

Co by hledaci algoritmy mély délat
Exploration: Méli bychom travit €as exploraci novych oblasti moznych feSeni
Exploitation: Mé&li bychom vyuzZit naSe aktualni znalosti a prohledat do hloubky
Holland puvodné vymyslel adaptivni plan motivovany pfirodou

o Explorace a exploitace jsou v rovnovaze

o Pouze explorace — jenom budu hledat a nikdy znalosti nevyuZiji

o Pouze exploitace — velka Sance, ze skon¢im v lokalnim optimu
Jak zajistime rovnovahu?

o Inspirace z 2-Armed bandit

o 1-armed

m  Obycejny gambling mat, s packou, kde vyhraje§ money, kdyz dostane$ 3x
jablicko tfeba

o 2-armed je zajimavéjSi z matematického hlediska
Mame omezené mnozstvi coin(
Jak identifikovat a vyuzit “arm”, ktery Iépe plati
Kazdé arm ma jiné Expected value a varianci...
Snazime se odhadnout statistické hodnoty



m Reseni: Lepsi arm hrajeme exponencialné vicekrat nez druhy arm
(zajimavé je, ze ten druhy ale stale hrajeme) — nas odhad nemusi byt
spravny

o K-armed bandit
m Ddlezity problém reinforcement learningu a optimalizace
m Zajimavé kdyz nevime zadné statistické udaje

schémata

Evoluc¢ni strategie

Efektivni a popularni zpUsoby jak optimalizovat floating point problémy
Alternativa k genetickym algoritmim (GA)
60’ Rechenberg, Schwefel (Némecko)
Méli optimalizaéni problém s pfili§ mnoho proménnymi pro analytické fedeni
Experimenty s randomizovanymi algoritmu, které hledaji feSeni
Nakonec pfidli s tim, ¢emu dnes fikame evoluéni strategie
Resi optimalizaci realnych funkci, pracuiji s floating point &isly (vektory) (Zadné binary
jako u Hollanda)
Individum ma dvé Casti
o Genetic parameters (numbers - original individual)
m X1, ..., xn
o Endogenous parameters (ovliviuje evolution)
m  Muizeme sem dat tfeba sigmu, jejiz hodnotu mizeme vyvijet napf.
Nasobenim N(0,1)
m Tomuto se fika metaevoluce, parametry evoluce prochazeji také
procesem evoluce
Nové individum je akceptovano pouze pokud je lepsi
Vybér rodi¢l se liSi oproti GA — zde mizeme mit vice rodic(
Mame ale vzdy pouze jednoho potomka (v GA mame 2 obvykle)
Stale mame spoustu aplikaci v deep learningu nebo reinforcement learning
Mame dvé moznosti na dal$i populaci
o Budto vzdycky vyménime starou populaci za novou (jako v GA)
o Nebo vyrobime mnozinu novych a pak vybereme novou populaci ze starych a
novych individui (jako vybereme ty nejlepsi)
Pfiklad (nejjednodussi evoluéni strategie):
Minimalizujeme funkci
Individum je vektor
Populace je jedno individum
Vytvafime jednoho potomka
Provadime na néj mutaci (z normalniho rozdéleni - upravime néjakou sloZku
vektoru)
o V tomto pfipadé nemame crossover
Jak velka by méla byt mutace (krok mutace)?
o Ur&uje parametr sigma normalniho rozdéleni

o O O O O



KdyZ je sigma velka — délame exploration
Kdyz je mala — exploitation
Experimentalné ovéreno, Ze nejlepsi je, kdyz mutace vytvofi lepSiho jedince ve
20%
o Muzeme udélat algoritmus tak, Ze budeme kontrolovat, jak je mutace Uspésna a
podle toho dynamicky ménit sigma parametr
e Selekce (detailngji, néco bylo uz vyse)

o Parental
m totalné random (nevybirame podle fitness), u GA to bylo ruletou nebo
turnajem

o Environmental
m Vybereme nejlepSiho z populace
m Potom nova populace jsou budto novy jedinci (comma strategy)
m  Nebo spole¢né s rodici (plus strategy) (asi vyberu nejlepsi)
m Comma strategy
Novi kandidati jsou oznaceni jako L
Stary jsou M
L > M (musi)
Priklad
o M=10
o L =100 (vygenerujeme kandidaty)
o Vybereme 10 z nich a udélame nové M
e Sklony k zaseknuti v lokalnim optimu
e Doporuéné pro domény z realnych Cisel
m Plus strategy
e L mlze byt jakékoliv, klidné L=1 coz je specialni pfipad (steady
state evolution strategy)
e Doporucéené pro diskrétni domény
e Mutace (detailnégji)
o Nejdfive se vzdy mutuji endogenous parametry (metaevoluce)
o Pravidlo 1/5
e Crossover (detailngji)
o Libovolné mnozZstvi rodicu
o Uniformni (dominant)
o Aritmeticky (intermediate)

Véta o schématech

Prvni pokus formalizace genetickych algoritm(

John Holland

SnaZi se popsat teoreticky jak geneticky algoritmus funguje
Staré, ne tak dobré

Jedna z mala teoriich o genetickych algoritmech

Dnes ale mame lepsi teorii a poznatky

Neni pfFilis obecna



0(S) ... po€et pevnych pozic schématu (pocet 0 a 1)
d(S) ... vzdalenost mezi prvni a posledni pevnou pozici
o Index posledni pevné pozice - index prvni pevné pozice
F(S) ... prumérna fitness jedincl v populaci, kterym schéma S odpovida
Preformulovana verze, nepoeticka
o V schémata, ktera maji malou definujici délku d(S), maly fad o(S)
a nadpriameérnou fitness F(S) plati, Zze pfi béhu GA se exponencialné mnozi
m nadprdmérnou fithess F(S) ~ velka Sance, Zze schéma bude vybrano
m Mala definujici délka d(S) ~ mala Sance, Ze crossover zni¢i schéma
m  maly fad o(S) ~ mala Sance, Ze mutace zni€i schéma
Budeme se zabyvat jak souvisi selection, crossover a mutation se schématy
Mame néjaka schémata, kterych odpovidaji jedinci, ktefi jsou vyuzZity v GA. Nas bude
zajimat které ze schémat budou v dalSi generaci mit néjakého jedince, kterému
odpovidaji. Jaké jsou vlastnosti schémat, které se stanou soucéasti dalSi populace?
O tomhle se budeme bavit v kontextu genetickych operatoru (selekce, mutace,
crossover)
Jaka je dobra vlastnost schématu aby bylo vybrano? (selekce)
o Selekce je podle fitness
o Pravdépodobnost souvisi s F(S)
Mutace
o Bavime se o jedincich v populaci, ktefi odpovidaji schématu
o Kdyz mutace chce zménit hodnotu, kde je hvézdicka, nic se nedéje — schéma
preZije
o Problém je, kdyz se mutace trefi do 0, nebo 1
o Pravdépodobnost pfeziti schématu souvisi s o(S)
Crossover
o Kdy muze crossover znicit schéma?
o Pokud mame hvézdic¢ky na konci nebo zacatku, a crossover délici ¢ara oddéli
tyto hvézdicky, tak schéma nebude zni€eno
o Kdekoliv jinde ho ale mlze znigit
o Pravdépodobnost preziti schématu souvisi s d(S)
Nyni rozumime vS§emu co je potfeba, pfesuneme se k dikazu (minimalné néjaky naznak
chce)
Pujdeme od jedné populaci k druhé a budeme se koukat na pravdépodobnost preziti
schématu
C(S,t) ... poCet individuall odpovidajici schématu S v populaci P(t)
Zajimanas C(S,t + 1)
o Vypocitdme ve tfech krocich (selection, crossover, mutation)
Selekce
o F(t) = XF(u) kdeueP(t) (soucet fitness prvkl v populaci v ¢ase t)

_ Fw)
° Pv) =70

(pravdépodobnost selekce prvku V)

o P (S) =4t

(o) (pravdépodobnost vybéru schématu)



o C(St+1)=C(St) - n-P(S)
m Selekci délame n - krat
m Pro kazdou selekci mame spocitanou pravdépodobnost vybéru schématu

o Jdetopfepsatna C(S,t + 1) = C(S,¢t) - FF(S()t)
avg

F .
[ ] Favg(t) = % (primérna hodnota fitness v populaci v ase t)

o My jsme ale pfedpokladali, Ze schémata maji nadprimeérnou fitness
m F(St) = ng(t) + ¢ -Favg(t) tjeceléCislo= 0
m CSt+1)=CSt) -1+ ¢
m CSt+1)=C6S0) - (1+ ¢
e Geometricka rada
Crossover
o Vime, Ze schémata maji malou definujici délku d(S)
N
© Pd(s) T om-1
m m ... délka individua (pocet 0 a 1)
m m — 1... pocet pozic pro crossover
m Pravdépodobnost, ze schéma bude zni¢eno
a(s
P(S)=1--5

m—1

o

m Pravdépodobnost, Ze schémat pFeZije
Nesmime zapomenout, Ze obvykle to, Ze crossover nastane ma né&jakou
pravdépodobnost, tu oznadime PC

o

o P(S)>1-p - XL
s c m—1
Dohromady s selekci mame

m CS,t+ 1) =C(S 0 FLS()@ (1-P - 465)
avg

o

Mutace

o Pm ... bit neprezije

o 1-— P .. bit pfezije
_ _ o(S)
o P()=(-P)

m Toto je korektni definice, nicméné, pravdépodobnost mutace je nizka

o P(S)~1-=P -o(S)
o Zkombinujeme se selekci a crossoverem

a CS,t+ 1) =C6S 0 FLS()O
avg

m Vidime, Ze pokud F(S) je velké, d(S) je malé a o(S) je malé, dostaneme
rust (exponencialni)

@ =P S8 —p . 0(5)

m—1



e Problém véty je, Ze dikaz je postaven na tom, Ze C(S, t) je vlastné expected value, tedy
véta dobfe funguje na nekonecnych populacich, v praxi to nefunguje na malych
populacich

e Hypetéza o stavebnich blocich (neplati, nefunguje)

o GA hleda optimalni feSeni problému kombinaci schémat, ktera maji malou
definujici délku d(S), maly fad o(S) a nadprimérnou fithess F(S)

DalSi veci

e Evolu¢ni programovani
o 1965 Fogel, Owens a Walsh
o Evoluce kone¢nych automat
o Smazan rozdil mezi genotypem a fenotypem
o Ddraz na mutace
o Neexistuje kfizeni

e Genetické programovani
o 1992 Koza
o Evoluce jedinct zakdédovanych jako LISPovské stromy
o Pouziti (nejen) k evoluci programu

e V puvodni SGA pouzival Holland jesté jeden geneticky operator, ktery dneska

nepouzivame — inverze

o Obraceni ¢asti fetézce
o Neukazala se jako vyhodna



